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Resumen:

El propdsito del presente estudio fue mostrar como una
red neuronal artificial (RNA) puede ser Gtil para predecir el
consumo de éxtasis (MDMA). Mas especificamente, se
trata de desarrollar una red neuronal del tipo backpropaga-
tion capaz de discriminar entre quién consume éxtasis y
quién no, a partir de las respuestas dadas por los sujetos a
un cuestionario. La muestra estaba compuesta por 148 con-
sumidores y 148 no consumidores de éxtasis. Se explican
las diferentes fases llevadas a cabo para desarrollar la RNA:
seleccion de las variables relevantes y preprocesamiento de
los datos, division de la muestra en grupo de entreno, vali-
dacioén y test, entreno y evaluacién del modelo de red, y ané-
lisis de sensibilidad. La eficacia de la RNA entrenada fue del
96.66%. El area bajo la curva ROC (Receiver operating cha-
racteristic) fue de 0.99440.0055 SE. Por otra parte, se pre-
tende mostrar que las RNA no representan una “caja negra’,
sino que pueden dar informacién acerca del grado de
influencia que tiene cada variable predictora sobre el consu-
mo de éxtasis.

Palabras clave: redes neuronales artificiales, éxtasis,
factores de riesgo, clasificacion de patrones.

Abstract:

The purpose of this study was to show how an artificial
neural network (ANN) can be useful to predict ecstasy
(MDMA) consumption. More specifically, we tried to deve-
lop a backpropagation neural net capable to discriminate bet-
ween who consumes ecstasy and who not, through the
answers given by the subjects to a questionnaire. The sam-
ple was composed of 148 ecstasy consumers and 148 no
consumers. We explain the diferent stages carried out to
develop the ANN: selection of relevant variables and prepro-
cessing of data, division of the sample into training, valida-
tion and test sets, training and evaluation of neural model,
and sensitivity analysis. The accuracy of the ANN trained
were 96.66%. The area under the ROC (Receiver operating
characteristic) curve was 0.99440.0055 SE. On the other
hand, we try to show that the ANN don’t represent a “black
box’ but it can lead to useful insights into the roles played by
different predictive variables in determining ecstasy con-
sumption.

Key words: artificial neural networks, ecstasy, risk fac-
tors, pattern classification.

INTRODUCCION

as Redes Neuronales Artificiales (RNA) son siste-
mas de procesamiento de la informacién cuya
estructura y funcionamiento estan inspirados en
las redes neuronales biolégicas (Hilera y Martinez,
1995). Consisten en un gran nimero de elementos
simples de procesamiento llamados nodos o neuronas
qgue estan organizados en capas. Cada neurona esté
conectada con otras neuronas mediante enlaces de
comunicacion, cada uno de los cuales tiene asociado
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un peso. En los pesos se encuentra el conocimiento
que tiene la RNA acerca de un determinado problema.

La utilizacion de las RNA puede orientarse en dos
direcciones, bien como modelos para el estudio del sis-
tema nervioso y los fendbmenos cognitivos, bien como
herramientas para la resolucién de problemas practicos
como la clasificacion de patrones y la aproximacion de
funciones. Desde esta segunda perspectiva, las RNA
han sido aplicadas de forma satisfactoria en la predic-
cién de diversos problemas en diferentes areas de
conocimiento —biologia, medicina, economia, ingenie-

29



ria, psicologia, etc.— (Arbib, 1995; Simpson, 1995;
Arbib, Erdi y Szentagothai, 1997); obteniendo excelen-
tes resultados respecto a los modelos derivados de la
estadistica clasica (West, Brockett y Golden, 1997; De
Lillo y Meraviglia, 1998; Jang, 1998; Waller, Kaiser, Illian
et al., 1998). La virtud de las RNA reside en su capaci-
dad para aprender funciones complejas o no lineales
entre variables sin necesidad de imponer presupuestos
o restricciones de partida en los datos.

El uso de esta tecnologia computacional es relati-
vamente reciente en el problema de las conductas
adictivas (Palmer y Montano, 1999). En este sentido,
el Centro de Investigacion Semeion de las Ciencias de
la Comunicacion (Roma, Italia), fundado vy dirigido por
Massimo Buscema, puede ser considerado como pio-
nero en la aplicacion de las RNA en este campo. Los
investigadores de dicho centro han construido diferen-
tes modelos de red con el fin de predecir el consumo
de droga —sobre todo heroina— (Buscema, 1995;
Buscema, Intraligi y Bricolo, 1998; Maurelli y Di Giulio,
1998; Speri, Schilird, Bezzetto et al., 1998), extraer las
caracteristicas prototipicas del sujeto adicto (Busce-
ma, Intraligi y Bricolo, 1998) y asi, determinar el trata-
miento mas adecuado en funcién de esas
caracteristicas (Massini y Shabtay, 1998). Aunque los
resultados son preliminares, estos trabajos demues-
tran que los buenos resultados obtenidos hasta el
momento en las diferentes areas de conocimiento se
pueden extender al campo de las adicciones.

Siguiendo la linea de investigacién iniciada por el
equipo de Buscema, nos hemos propuesto llevar a
cabo la aplicaciéon préactica de una red neuronal para la
prediccién del consumo de éxtasis (MDMA) y deter-
minar la influencia de cada variable predictora sobre
este tipo de conducta. Mas concretamente, se trata
de construir un modelo de red neuronal que a partir de
las respuestas de los sujetos a un cuestionario, sea
capaz de discriminar entre quién consume éxtasis y
quién no.

En este sentido, el consumo de éxtasis y otros
derivados de las feniletilaminas ha experimentado un
aumento significativo en los Ultimos afos aunque mas
recientemente dicho uso ha experimentado una cierta
estabilizacién o incluso descenso desde los niveles de
consumo tan altos que habia (Plan Nacional sobre Dro-
gas, 2000). En la encuesta escolar, tras haber crecido
espectacularmente en el periodo 1994-96, se ha redu-
cido en 1998 hasta situarse en los niveles que tenia en
1.994. También en la Encuesta domiciliaria sobre Dro-
gas de 1.999 muestra que la proporcién de espanoles
que habian consumido alguna vez éxtasis en el Ultimo
ano ha pasado a ser el 0,8% cuando en la anterior de
1.997 era del 1%. La importancia de este consumo ha
provocado cierta alarma principalmente por la rapidez
con que se ha producido su expansion y porque, aun-
que se trata de drogas cuyos efectos y toxicidad nece-
sitan ser mas investigados, existe suficiente evidencia

acerca de su problemética (Calafat, Sureda y Palmer,
1997; Calafat, Stocco, Mendes et al, 1998).

Con el presente estudio, se averiguara si las RNA
pueden ser empleadas en un futuro como herramien-
tas de apoyo al profesional dedicado a la prevencion
del consumo de este tipo de sustancias.

METODO

Sujetos

La muestra estaba formada por dos grupos de
sujetos, 148 consumidores de éxtasis y 148 no consu-
midores de éxtasis. El muestreo fue intencional,
encuestandose a los jévenes en los lugares recreati-
vos donde acudian, y se realizdé en cinco paises de la
Comunidad Europea: Espana, Francia, Holanda, Italia y
Portugal. A su vez la muestra se podia dividir en fun-
cion del lugar donde se habia pasado el cuestionario:
un grupo de usuarios de discoteca y otro de estudian-
tes de Universidad. En la tabla 1 se presentan las
caracteristicas demogréficas de los sujetos consumi-
dores y no consumidores.

El grupo de consumidores se caracterizaba por ser
consumidores habituales de éxtasis —consumian
éxtasis mas de una vez al mes. En general, los suje-
tos que formaban esta categoria eran ademas consu-

Tabla 1:
Caracteristicas demograficas de los sujetos
consumidores y no consumidores de éxtasis.
Consumidores No consumidores
(n=148) (n =148)
Sexo
Mujer 58 59
Varon 90 89
Edad 22.38*% 22.82*
(4.15) (4.30)
Pais
Espana 48 34
Francia 21 29
Holanda 35 24
Italia 8 18
Portugal 36 43
Lugar
Discoteca 108 69
Universidad 40 79
Nota: * Media y desviacion estandar.
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midores de otras sustancias como marihuana (n
118), cocaina (n = 70), anfetaminas (n = 51), LSD (n
44) y heroina (n = 7). Por su parte, el grupo de no con-
sumidores que ha servido como grupo control se
caracterizaba por no haber consumido nunca éxtasis
ni ninguna otra sustancia ilegal.

Instrumentos

Con el objeto de determinar las caracteristicas pre-
dictoras del consumo de éxtasis, se construyd un
cuestionario compuesto por 25 items. Los items se
podian agrupar en cinco categorias tematicas:

a) Demografia, relaciones con los padres y creen-
cias religiosas

b) Ocio

¢) Consumo

d) Opinién sobre el éxtasis
e) Personalidad

Las 4reas exploradas por este cuestionario coinci-
den en gran medida con los principios de la Squashing
Theory, enfoque desarrollado por Buscema (1995) y
encaminado a la prediccion de la conducta adictiva,
mediante un modelo de red neuronal, a partir del
registro de un conjunto de medidas bioldgicas, psico-
l6gicas y socioldgicas.

La naturaleza de los items del cuestionario era
variada. La mayoria eran variables cualitativas polit6-
micas —p.e. “ocupacion”—, pero habia asi mismo
variables cualitativas dicotémicas —p.e. “seres cre-
yente?”—, asi como items de naturaleza ordinal —
p.e. “estatus econdmico”—, e items de naturaleza
cuantitativa —p.e. “puntuacién en la escala de desvia-
cion social”

El modelo de red neuronal utilizado en la parte
empirica de este trabajo fue simulado en un ordena-
dor PC mediante el programa Neural Connection 2.0
(SPSS Inc., 1997a), el cual permite implementar el
algoritmo de aprendizaje backpropagation en una
arquitectura del tipo perceptrén multicapa.

Aplicacion de la red neuronal

Resolver un problema mediante el uso de RNA
supone aplicar una metodologia que presenta aspec-
tos comunes con las técnicas convencionales de
modelado estadistico, pero también otros mas parti-
culares, que solamente se dan en el campo de las
RNA. A continuacién, se describen los pasos que se
han seguido para la construcciéon de un modelo de red

neuronal capaz de discriminar entre sujetos consumi-
dores o no consumidores de éxtasis.

Seleccion de las variables relevantes y preprocesa-
miento de los datos

Para obtener una aproximacién funcional 6ptima,
se deben elegir cuidadosamente las variables a
emplear. Mas concretamente, de lo que se trata es de
incluir en el modelo las variables predictoras que real-
mente predigan la variable dependiente, pero que a su
vez no covarien entre si (Smith, 1993). La introduccién
de variables irrelevantes o que covarien entre si,
puede provocar un sobreajuste innecesario en el
modelo. Este fendmeno aparece cuando el nimero
de parametros o pesos de la red resulta excesivo en
relacion al problema a tratar y al niUmero de patrones
de entrenamiento disponibles. La consecuencia mas
directa del sobreajuste es una disminucién sensible
en la capacidad de generalizaciéon del modelo, es
decir, la capacidad de la red de proporcionar una res-
puesta correcta ante patrones que no han sido emple-
ados en su entrenamiento.

Teniendo en cuenta lo comentado, fue selecciona-
do un conjunto de 25 variables que permitian evaluar
diferentes aspectos del sujeto, susceptibles de poder
predecir el consumo de éxtasis. En la tabla 2 se pro-
porciona una descripcién de las variables predictoras
utilizadas v la variable dependiente.

Una vez seleccionadas las variables que iban a for-
mar parte del modelo, se procedié al preprocesamien-
to de los datos para adecuarlos a su tratamiento por la
red neuronal. Para trabajar con el modelo de red neu-
ronal aplicado en este estudio, el backpropagation, es
muy aconsejable —aungue no imprescindible— con-
seguir que los datos posean una serie de cualidades
(Masters, 1993; Martin del Brio y Sanz, 1997; SPSS
Inc., 1997b; Sarle, 1998). Las variables deberian seguir
una distribuciéon normal o uniforme en tanto que el
rango de posibles valores deberia ser aproximada-
mente el mismo y acotado dentro del intervalo de tra-
bajo de la funcién de activacidon empleada en las capas
ocultas y de salida de la red neuronal.

Para adaptar nuestros datos a estas condiciones,
se aplicd de forma satisfactoria una transformacion
logaritmica en las variables continuas que no seguian
una distribucién normal. A continuacion, se acoto los
valores de todas las variables predictoras al rango [-1,
11, limites de la funcién de activacion que seré utiliza-
da por las neuronas de la capa oculta de la red. Este
procedimiento permitié obtener mejores resultados
gue otros métodos de codificacién comunmente usa-
dos para el caso de variables cualitativas como, por
ejemplo, los métodos 1-de-N y 1-de-N-1. Por su parte,
la variable dependiente, estatus del sujeto, fue codifi-
cada como: -1 = no consumidor de éxtasis, 1 = con-
sumidor de éxtasis.
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Tabla 2: Descripcion de las variables predictoras y la variable dependiente.

Variable

Alternativas de respuesta

Variables predictoras

Demografia, padres y religion

Estado civil 1: soltero/a 2: casado/a 3: vivo en pareja 4: otros
Nivel de estudios 1: primarios 2: bachiller 3: superiores
Ocupacion 1: estudio 2: estudio y trabajo 3: trabajo eventual 4: trabajo fijo
5: servicio militar 6: parado 7: otros
Estatus econémico 1: bajo 2: medio/bajo 3: medio 4: medio/alto 5: alto
¢Con quién vives? 1: padres/familia 2: conyuge/pareja 3: amigos
4: colegio/residencia 5: solo 6: otros
Relaciones con los padres 1: muy malas 2: bastante malas 3: regulares
4: bastante buenas 5: muy buenas
;Eres creyente? 1:si2:no
Ocio
¢Vas a bares? 1: nunca 2: a veces 3: a menudo 4: casi siempre
¢Vas a discotecas? 1: nunca 2: a veces 3: a menudo 4: casi siempre
¢Vas a pubs? 1: nunca 2: a veces 3: a menudo 4: casi siempre
¢Vas a cafés? 1: nunca 2: a veces 3: a menudo 4: casi siempre
¢Vas a afters? 1: nunca 2: a veces 3: a menudo 4: casi siempre
¢Vas a fiestas raves? 1: nunca 2: a veces 3: a menudo 4: casi siempre
¢Qué tipo de musica prefieres? 1: house-bacalao 2: hardcore 3: hardcore-house
4: mellow-house 5: rock 6: pop 7: otros
Consumo
¢Cuantos amigos toman éxtasis? 1: ninguno 2: pocos 3: la mitad 4: casi todos 5: todos
¢Has consumido alcohol este ultimo mes? 1:si2:no
¢Has consumido tabaco este Ultimo mes? 1:si2:no
¢ Te has emborrachado este Ultimo mes? 1: no 2: una vez al mes 3: varias veces al mes
4: alguna vez por semana 5: una vez por semana 6: cada dia
Opinidn sobre el éxtasis
;Crees que el éxtasis puede crear problemas? 1:no 2: si, es ilegal 3: si, después mal 4: si, crea adicciéon
5: sf, amigos no toman 6: si, efectos imprevisibles
7: si, adulteracioén 8: si, problemas con familia 9: otros
¢Cudl crees que es la razdn para consumir éxtasis? 1: relajarse 2: disfrutar de bailar 3: bailar méas tiempo
4: estar mejor con otros b: olvidar los problemas
6: sentirse bien 7: mejor sexo 8: estimular los sentidos

Personalidad
Escala de emocién y busqueda de aventuras
Escala de busqueda de experiencias
Escala de desinhibicién
Escala de susceptibilidad al aburrimiento
Escala de desviacion social

Puntuacién entre 0y 10
Puntuacién entre 0y 10
Puntuacién entre Oy 10
Puntuacién entre 0y 10
Puntuacién entre 0y 10

Variable dependiente

Estatus de consumo de éxtasis

1: consumidor (mds de una vez al mes) 2: no consumidor

Creacion de los conjuntos de aprendizaje, valida-
cion y test

En la metodologia de las RNA, a fin de encontrar la
red que tiene la mejor ejecucion con casos nuevos —
es decir, que sea capaz de generalizar—, la muestra
de datos es a menudo subdividida en tres grupos (Bis-
hop, 1995; Ripley, 1996): entrenamiento, validacion y
test.

Durante la etapa de aprendizaje de la red, los
pesos son modificados de forma iterativa de acuerdo

con los valores del grupo de entrenamiento, con el
objeto de minimizar el error cometido entre la salida
obtenida por la red y la salida deseada por el usuario.
Sin embargo, como ya se ha comentado, cuando el
numero de pardmetros o0 pesos €s excesivo en rela-
cién al problema —fenémeno del sobreajuste—, el
modelo se ajusta demasiado a las particularidades
irrelevantes presentes en los patrones de entrena-
miento en vez de ajustarse a la funcién subyacente
que relaciona entradas y salidas, perdiendo su habili-
dad de generalizar su aprendizaje a casos nuevos.
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Para evitar el problema del sobreajuste, es aconse-
jable utilizar un segundo grupo de datos diferentes a
los de entrenamiento, el grupo de validacién, que per-
mita controlar el proceso de aprendizaje. Durante el
aprendizaje la red va modificando los pesos en fun-
cion de los datos de entrenamiento y de forma alter-
nada se va obteniendo el error que comete la red ante
los datos de validacion. De este modo, podemos ave-
riguar cudl es el nimero de pesos optimo, en funcién
de la arquitectura que ha tenido la mejor ejecucion
con los datos de validacion. Como se verd mas ade-
lante, mediante el grupo de validacion también se
puede determinar el valor de otros parametros que
intervienen en el aprendizaje de la red.

Por ultimo, si se desea medir de una forma com-
pletamente objetiva la eficacia final del sistema cons-
truido, no deberiamos basarnos en el error que se
comete ante los datos de validacion, ya que de alguna
forma, estos datos han participado en el proceso de
entrenamiento. Se deberia contar con un tercer grupo
de datos independientes, el grupo de test el cuél pro-
porcionara una estimacion insesgada del error de
generalizacién.

En el presente estudio, se obtuvieron estos tres
conjuntos de datos mediante una asignacion aleatoria
de los 296 sujetos que formaban la muestra. Asi, se
conté con 176 sujetos de entrenamiento —de los cua-
les 88 eran consumidores y 88 eran no consumidores
de éxtasis—, 60 sujetos de validacién —de los cuales
30 eran consumidores y 30 eran no consumidores de
éxtasis—, y 60 sujetos de test —de los cuales 30 eran
consumidores y 30 eran no consumidores de éxtasis.

Entrenamiento de la red neuronal

El modelo de red neuronal empleado ha sido una
arquitectura del tipo perceptrén multicapa entrenada
mediante la regla de aprendizaje backpropagation (pro-
pagacién del error hacia atrds) (Rumelhart, Hinton y
Williams, 1986). El perceptron multicapa esta formado
por una capa de entrada, una capa de saliday una o
mas capas ocultas o intermedias; la informacion se
transmite desde la capa de entrada hasta la capa de
salida y cada neurona esta conectada con todas las
neuronas de la siguiente capa. La utilizacion del algo-
ritmo backpropagation o alguna de sus multiples
variantes supone alrededor del 80% de las aplicacio-
nes que se realizan con RNA (Caudill y Butler, 1992).

El funcionamiento de una red de este tipo consiste
en el aprendizaje de un conjunto de pares de entradas
y salidas de informacién dados como ejemplo, emple-
ando un ciclo de propagacién-adaptacion compuesto
por dos fases. En nuestro caso, la red debe aprender
a relacionar los valores de las variables predictoras
con el correspondiente estatus de consumo del suje-
to. En la fase de propagacion, se presenta a la capa de
entrada de la red los valores de las 25 variables pre-

dictoras correspondientes a un sujeto de entrena-
miento, esta informacién se va propagando a través
de todas las capas superiores hasta generar una sali-
da, se compara el resultado obtenido con la salida que
se desea obtener — -1 si el sujeto es no consumidor
y 1 si el sujeto es consumidor —, y se calcula el error
que comete la neurona de la capa de salida. En la fase
de adaptacion, este error se propaga hacia atras (de
ahi el nombre que recibe), capa por capa, recibiendo
cada neurona un error que describe su aportacion rela-
tiva al error global que comete la red. Basandose en el
valor del error recibido, se reajustan los pesos de
conexién de cada neurona, de manera que en la
siguiente vez que se presenten los valores del mismo
sujeto, la salida esté mas cerca de la deseada, es
decir, el error disminuya.

A continuacion, se expone la expresion matemati-
ca de la regla de modificaciéon de pesos descrita (para
una explicacién mas detallada, consultar: Rumelhart,
Hinton y Williams, 1986):

AW (n+1) = € 8, X, + NAW;(n)
donde
wj; = peso entre la neurona /y la neurona j
n = numero de iteracién

€ = tasa de aprendizaje (junto al momento controla
el tamano del cambio de los pesos en cada ite-
racion)

0, = error de la neurona j para el patron p
Xy = salida de la neurona /para el patron p

11 = momento

Una vez que se han presentado todos los patrones
de entrenamiento, se procede a actualizar el valor de
los pesos de la red, completdndose asi un ciclo de
aprendizaje o iteracion. Con este proceso, se preten-
de minimizar la siguiente funcién de error:

1

E: o 2 k (dpk _ka)Z
donde
dy = salida deseada de la neurona de salida k para
el patrén p
Xy = salida real de la neurona de salida k para el
patrén p

Es decir, el error que comete la red neuronal se
obtiene calculando simplemente la diferencia entre la
salida deseada por el usuario y la salida proporcionada
por la red para cada patrén o sujeto de entrenamiento.

Antes de comenzar este proceso de aprendizaje,
se debe asignar unos valores iniciales a los pesos de
umbral y de conexién entre neuronas. Se adopto el
procedimiento comun de asignar estos valores de
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forma aleatoria dentro del rango [-0.5, 0.5] con una
distribucion uniforme (SPSS Inc., 1997a). Por otra
parte, existe una serie de pardmetros cuyo valor no se
puede conoce a priori dado un problema, sino que
deben ser determinados mediante ensayo y error. La
utilizacion de un grupo de validacién ayudara a cono-
cer el valor 6ptimo de cada uno de estos parametros:
arquitectura de la red, valor de la tasa de aprendizaje y
del momento, y funcién de activacion de las neuronas
de la capa oculta y de salida. Asi, la configuracion de
pardmetros que obtenga el menor error ante los datos
de validacion, sera la seleccionada para pasar a la fase
de test.

Respecto a la arquitectura de la red, se sabe que
para la mayoria de problemas practicos bastara con
utilizar una capa de entrada, una oculta y una de salida
(Funahashi, 1989; Hornik, Stinchcombe y White,
1989). El nUmero de neuronas de la capa de entrada
esta determinado por el nUmero de variables predicto-
ras. Cada neurona de entrada tiene como misién reci-
bir y transmitir a la siguiente capa, el valor de una de
estas variables. Por su parte, el nUmero de neuronas
de la capa de salida estd determinado, en tareas de
clasificacién, por el nUmero de categorias o clases
que tiene el problema. En nuestro caso, la Unica neu-
rona de salida dard como resultado el valor -1 si el
sujeto es no consumidor y 1 si el sujeto es consumi-
dor. Por ultimo, no existe una receta que indique el
ndmero 6ptimo de neuronas en la capa oculta para un
problema dado. Recordando el problema del sobrea-
juste, se debe usar el minimo numero de neuronas
ocultas con las cuales la red rinda de forma adecuada
(Masters, 1993; Smith, 1993; Rzempoluck, 1998). Asi,
evaluando el rendimiento de diferentes arquitecturas
en funcién de los resultados obtenidos con el grupo
de validacién, se selecciond una capa oculta com-
puesta por dos neuronas.

Los valores de la tasa de aprendizaje (g) y el
momento (n) tienen un papel crucial en el proceso de
entrenamiento de una red neuronal, ya que controlan
el tamano del cambio de los pesos en cada iteracion.
Se deben evitar dos extremos: un ritmo de aprendiza-
je demasiado pequeno puede ocasionar una disminu-
cién importante en la velocidad de convergencia y la
posibilidad de acabar con una configuracién de pesos
poco eficiente; en cambio, un ritmo de aprendizaje
demasiado grande puede conducir a inestabilidades
en la funcién de error o a saturar las neuronas de la
red. Por tanto, se recomienda elegir un ritmo de
aprendizaje lo més grande posible sin que provoque
grandes oscilaciones. En general, el valor de la tasa de
aprendizaje suele estar comprendida entre 0.05y 0.5,
mientras que el valor del momento suele ser aproxi-
madamente igual a 0.9 (Rumelhart, Hinton y Williams,
1986). En nuestro estudio, los mejores resultados se
obtuvieron con unos valores de e = 0.3y n=0.8. Esta
configuracion de valores permitié alcanzar la conver-

gencia —es decir, hasta que el valor de los pesos per-
manece estable—, en 1200 iteraciones o ciclos de
aprendizaje, momento en que se decidié parar el
entrenamiento.

Por ultimo, la funcién de activacion es la funcién
que se aplica a la entrada neta de la neurona para
obtener un valor de salida. La entrada neta es la suma
del producto de cada senal que recibe de las neuronas
de la capa anterior por el valor del peso que conecta
ambas neuronas, menos el umbral de la neurona (el
umbral es considerado como un peso que conecta
con una neurona ficticia con valor de salida igual a 1):

net= /_:7 WX, = 6;

El algoritmo backpropagation exige que la funcién
de activacion sea continua y, por tanto, derivable para
poder obtener el error o valor delta de las neuronas
ocultas y de salida. Se disponen de dos formas bési-
cas que cumplen esta condicion: la funcién lineal (o
identidad) y la funcién sigmoidal. Sin embargo, es
absolutamente imprescindible, para aprovechar la
capacidad de las RNA de aprender relaciones comple-
jas o no lineales entre variables, la utilizacién de fun-
ciones no lineales al menos en las neuronas de la
capa oculta (Rzempoluck, 1998). En este sentido, los
mejores resultados se obtuvieron utilizando la funcion
sigmoidal tangente hiperbdlica (con limites entre -1y
1) para las neuronas de la capa oculta y la funcién line-
al para la neurona de la capa de salida.

En consonancia con nuestros resultados, los estu-
dios experimentales realizados muestran que la utili-
zacion de valores bipolares (positivos y negativos) en
las funciones de activaciéon acelera considerablemen-
te el entrenamiento de la red frente a la utilizacién de
valores binarios como es el caso de la funcién sigmoi-
dal logistica (con limites entre 0 y 1) (Fahlman, 1988;
Kalman y Kwasny, 1992; Fausett, 1994).

La figura 1 muestra el modelo de red neuronal utili-
zado en este estudio, la arquitectura estaba compues-
ta por 25 neuronas en la capa de entrada, dos
neuronas en la capa oculta y una neurona en la capa
de salida.

Evaluacion del rendimiento de la red neuronal

La evaluacion del rendimiento de una RNA entre-
nada se realiza mediante el uso de un grupo de datos
gue no haya participado en el proceso de aprendizaje,
el grupo de test. Con esto, se persigue obtener algun
tipo de medida que permita estimar la capacidad de
generalizacion del modelo. En este sentido, existe un
amplio abanico de medidas de rendimiento (Masters,
1993): media cuadratica del error, funciones de coste,
matrices de confusién, indices de sensibilidad y espe-
cificidad, etc..
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Figura 1. Modelo de red neuronal utilizado en el estudio.
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En nuestro estudio, la evaluacién del rendimiento
se realizd a partir de los indices de sensibilidad, espe-
cificidad y eficacia, y del andlisis de curvas ROC
(Receiver operating characteristic).

Se recuerda al lector que la sensibilidad de un ins-
trumento diagndéstico es, en nuestro caso, el porcentaje
de consumidores que son clasificados correctamente
—uverdaderos positivos. Por su parte, la especificidad es
el porcentaje de no consumidores que son clasificados
correctamente —verdaderos negativos. Por Ultimo, a raiz
de los dos indices anteriores, la eficacia es el porcenta-
je de sujetos (consumidores y no consumidores)
correctamente clasificados.

El analisis de curvas ROC se originé a principios de
los anos 50 en el seno de la teoria de deteccion elec-
tronica de sefales (TDS), y se ha destacado en los
ultimos anos como una medida precisa y valida para
evaluar la precisién diagnéstica de un instrumento
(Swets, 1973, 1988). Las curvas ROC poseen dos ven-
tajas fundamentales respecto a los tradicionales indi-
ces de sensibilidad, especificidad y eficacia: son
independientes del punto de corte elegido y de la pre-
valencia —en nuestro caso, de la proporcién de suje-
tos consumidores. Para nuestros fines, la curva ROC
consistiria en la representacion grafica del porcentaje
de verdaderos positivos (sensibilidad) en el eje de
ordenadas, contra el porcentaje de falsos positivos (1-
especificidad) en el eje de abcisas, para diferentes
puntos de corte aplicados sobre la salida que propor-
ciona la red neuronal —un valor cuantitativo aproxima-
damente entre -1 y 1. Los verdaderos positivos serian
sujetos consumidores clasificados por la red como
consumidores, mientras que los falsos positivos seri-
an sujetos no consumidores clasificados por la red
como consumidores. En este tipo de analisis, la medi-
da de resumen mas utilizada es el area total bajo la
curva ROC. Esta medida se interpreta como la proba-
bilidad de clasificar correctamente un par de sujetos
—uno consumidor y otro no consumidor—, seleccio-
nados al azar, fluctuando su valor entre 0.5y 1. El 4rea
bajo la curva ROC de un instrumento inttil es 0.5,
reflejando que al ser utilizado clasificamos correcta-
mente un 50% de individuos, idéntico porcentaje al
obtenido utilizando simplemente el azar. Por el contra-
rio, el &rea bajo la curva ROC de un instrumento per-
fecto es 1, ya que permite clasificar sin error el 100%
de sujetos.

Anélisis de sensibilidad

Una de las criticas mas importantes que se han
lanzado contra el uso de RNA trata sobre lo dificil que
es comprender la naturaleza de las representaciones
internas generadas por la red para responder ante un
problema determinado (De Laurentiis y Ravdin, 1994;
Rzempoluck, 1998). A diferencia de los modelos esta-
disticos clasicos, no es tan evidente conocer en una

red la importancia que tiene cada variable predictora
sobre la/s variable/s dependiente/s. Sin embargo, esta
percepcién acerca de las RNA como una compleja
“caja negra’/ no es del todo cierta. De hecho, han sur-
gido diferentes intentos por interpretar los pesos o
parametros del modelo (Masters, 1993), de los que el
mas ampliamente utilizado es el denominado analisis
de sensibilidad (Hashem, 1992; Lisboa, Mehridehnavi
y Martin, 1994). Se debe advertir al lector que el tér-
mino sensibilidad utilizado en el apartado anterior no
tiene ningun tipo de relacién con el término anélisis de
sensibilidad utilizado en esta ocasion. Recordemos
que la sensibilidad es el porcentaje de verdaderos
positivos de un instrumento diagndstico, mientras que
el analisis de sensibilidad es un procedimiento para
conocer el efecto o influencia de cada variable predic-
tora sobre la/s variable/s dependiente/s.

El método mas comun para realizar un analisis de
sensibilidad consiste en fijar el valor de todas las varia-
bles de entrada a su valor medio ¢ ir variando el valor
de una de ellas a lo largo de todo su rango, con el
objeto de observar el efecto que tiene sobre la salida
de la red. Siguiendo este método, se fue registrando
los cambios que se producian en la salida de la red
cada vez que se aplicaba un pequefo incremento n —
incrementos de un 2%—, en una variable de entrada.
Se propuso como objetivo cuantificar la influencia que
tiene cada variable de entrada. Pensamos que la sim-
ple suma de los cambios producidos proporcionaria
una medida intuitiva de sensibilidad. Esta medida
representaria el efecto relativo que tiene una variable
de entrada sobre la salida de la red. Asi, un valor cer-
cano a 0 indicaria poco efecto o sensibilidad; a medida
qgue se fuese alejando de 0, indicaria que el efecto va
aumentando. Esta medida de sensibilidad se obtuvo
mediante la siguiente expresion:

N
S/'kz n | Xkn ~ Xkmin |

donde
Si = medida de sensibilidad de la variable de
entrada / sobre la salida k
X = valor de la salida k obtenido con el incre-

mento n en la variable de entrada /

Xymin = valor de la salida k obtenido con el valor
minimo posible de la variable de entrada /

RESULTADOS

Rendimiento del modelo de red neuronal

El modelo de red neuronal finalmente selecciona-
do obtuvo unos resultados excelentes a partir del
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grupo de test —recordemos que este grupo estaba
compuesto por 30 sujetos consumidores y 30 sujetos
no consumidores de éxtasis. Asi, estableciendo un
punto de corte igual a cero en la salida de la red —las
salidas negativas eran consideradas como “no consu-
midores” y las positivas como “consumidores”—,
Unicamente dos sujetos, uno de cada grupo, fueron

incorrectamente clasificados. Por tanto, los valores —
en términos de porcentaje—, de la sensibilidad, espe-
cificidad y eficacia de la red fueron todos del 96.66%.
Por su parte, el &rea total bajo la curva ROC (grafico 1)
dio como resultado 0.9944+0.0055 SE, aportando
maés datos a favor de la eficacia predictora del modelo
entrenado.

Senzibilidad
E a

il 0 nz [ab] na

03 L] ny il na o

1-Especificidad

Grafico 1. Curva ROC del modelo de red a partir del grupo de test.

Rendimiento de los submodelos de red neuronal

Una vez demostrado el excelente rendimiento del
modelo de red entrenado, se quiso examinar la capa-
cidad predictora de cada una de las cinco categorias
teméticas —demografia, padres y religién, ocio, con-
sumo, opinién sobre el éxtasis y personalidad—,
sobre el consumo de éxtasis. Para ello, se crearon

cinco submodelos de red, cada uno entrenado a partir
de las variables que formaban una categoria tematica.
Las condiciones de entrenamiento y evaluacién fue-
ron las mismas que las usadas para el modelo general
de red utilizado inicialmente.

En la tabla 3 se presentan los indices de rendi-
miento de los cinco submodelos de red a partir del
grupo de test.

Tabla 3: Indices de rendimiento de los cinco submodelos de red a partir del grupo de test.

Categoria Sensibilidad Especificidad Eficacia Area ROC*
Demografia, padres y religion 80.00 66.66 73.33 0.80 (0.05)
Ocio 90.00 93.33 91.66 0.96 (0.02)
Consumo 90.00 80.00 85.00 0.95 (0.02)
Opinién sobre el éxtasis 46.66 93.33 70.00 0.74 (0.06)
Personalidad 90.00 70.00 80.00 0.88 (0.04)

Nota: * Area bajo la curva ROC y error estandar.

Los valores de sensibilidad, especificidad, eficacia y
area bajo la curva ROC indican que las dos categorias
con mayor poder predictivo son las de ocio (91.66% de
eficacia y 0.96 de drea ROC) y consumo (85% de efi-
cacia y 0.95 de area ROC). La categoria de personali-
dad alcanza un valor predictivo muy satisfactorio con
una eficacia del 80% y un area ROC de 0.88. Por ulti-
mo, las categorias de demografia, padres y religion

(73.33% de eficaciay 0.80 de area ROC), y opinidon
sobre el éxtasis (70% de eficacia y 0.74 de area ROC)
son las que presentan menor poder predictivo. Aunque
la primera de ellas presenta una sensibilidad del 80% y
la segunda presenta una especificidad del 93.33%.

En el grafico 2 se muestra la curva ROC de cada
uno de los cinco submodelos de red a partir del grupo
de test.
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Grafico 2: Curvas ROC de los cinco submodelos de red a partir del grupo de test.
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Analisis de sensibilidad

A partir del modelo general inicialmente entrena-
do, se obtuvo el valor de la medida de sensibilidad
para cada variable predictora sobre el consumo de
éxtasis. En la tabla 4 se presentan estos valores orde-
nados de mayor a menor. Asi, los primeros valores de
la tabla corresponden a las variables de entrada con
més influencia o relacién con la salida de la red —esta-
tus de consumo del sujeto.

Asi, se puede observar que las variables que tie-
nen mayor influencia en el consumo de éxtasis son: la
cantidad de amigos/as que consumen éxtasis (S =
58.93), el consumo de tabaco (S = 43.18), la frecuen-
cia en asistir a afters (S = 41.24), el estatus econémi-
co (S =34.22), el tipo de musica preferida (S = 26.50)
y la frecuencia en asistir a fiestas raves (S = 26.21).
Estos resultados concuerdan con los obtenidos al
evaluar el rendimiento de los diferentes submodelos,
es decir, las variables de ocio y consumo son las que
tienen mayor efecto sobre el consumo de éxtasis.

Tabla 4: Medida de sensibilidad de las variables
predictoras sobre el consumo de éxtasis.

Variable predictora Sensibilidad
¢Cudntos amigos toman éxtasis? 58.93
¢Has consumido tabaco este Ultimo mes? 43.18
¢Vas a afters? 41.24
Estatus econémico 34.22
¢Qué tipo de musica prefieres? 26.50
¢Vas a fiestas raves? 26.21
Escala de desinhibicién 22.69
Relaciones con los padres 22.47
¢ Cudl crees que es la razon para consumir éxtasis? 20.21
(Eres creyente? 16.94
Escala de desviacion social 15.90
;Crees que el éxtasis puede crear problemas? 15.89
¢Has consumido alcohol este ultimo mes? 12.31
Escala de susceptibilidad al aburrimiento 11.03
¢Vas a pubs? 10.19
Estado civil 9.42
Escala de emocion y busqueda de aventuras 9.27
¢Vas a cafés? 7.34
Escala de busqueda de experiencia 6.84
Ocupacion 4.93
¢Con quién vives? 4.14
¢Vas a bares? 3.89
¢ Tes has emborrachado este ultimo mes? 2.80
Nivel de estudios 2.77
¢Vas a discotecas? 1.08
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Por ultimo, para obtener una informacién mas
completa, la medida de sensibilidad deberia ir acom-
panada de la correspondiente representacién gréafica.

En el grafico 3 se muestra la representacion gréfica

del analisis de sensibilidad de las 12 primeras varia-
bles de la tabla 3, es decir, las 12 variables que mues-
tran mas influencia o relacion con la salida de la red.
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Grafico 3: Representacion grafica del analisis de sensibilidad de las 12 variables predictoras con

ervar pradlasas?

mayor relacién o influencia sobre el consumo de éxtasis.
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A modo de ejemplo, se puede observar en el cita-
do gréfico el efecto o relacién que mantiene la variable
" /Cuantos amigos toman éxtasis?" y la salida de la
red —estatus de consumo del sujeto. Cuando dicha
variable toma el valor =1 (ningiin amigo toma éxtasis),
la salida de la red es aproximadamente igual a =1 (no
consumidor de éxtasis). A medida que se incrementa
el valor de la variable de entrada (-0.5 = pocos, 0 = la
mitad, 0.5 = casi todos consumen éxtasis), el valor de
la salida de la red también va incrementandose. Final-
mente, cuando la variable toma el valor 1 (todos mis
amigos consumen éxtasis), la salida de la red es apro-
ximadamente igual a 1 (consumidor de éxtasis). Por
tanto, se puede decir que el nUumero de amigos que
consumen éxtasis esta relacionado con la salida de la
redy, por tanto, es un predictor del estatus de consu-
mo del sujeto.

CONCLUSIONES

Se ha presentado una RNA capaz de predecir el
consumo de éxtasis a partir de las respuestas dadas a
un cuestionario, con un grado de eficacia del 96.66%.
Esto significa que conociendo las respuestas del suje-
to a esas 25 preguntas, se puede anticipar si ese suje-
to es consumidor o no de éxtasis, con un margen de
error muy pequeno. Los resultados obtenidos, en
nuestro estudio, son acordes con los obtenidos por el
equipo de Buscema. Asi, por ejemplo, Buscema,
Intraligi y Bricolo (1998) desarrollaron varios modelos
de red neuronal para la prediccién de la adiccién a la
heroina. La eficacia de los diferentes modelos fue
siempre superior al 91%, llegando a alcanzar, en algu-
nos casos, el 97%. Por su parte, Maurelli y Di Giulio
(1998) obtuvieron un modelo de red capaz de predecir
el grado de alcoholismo de un sujeto, a partir de los
resultados de varios tests biomédicos, con una capa-
cidad de prediccién del 93%. Todos estos resultados
muestran que las excelentes cualidades exhibidas por
las RNA en las diferentes disciplinas, se extienden al
campo de las conductas adictivas.

Por otra parte, se ha pretendido mostrar, en contra
de la concepcién tradicional, que los pesos de un
modelo de red neuronal pueden dar informacién acer-
ca del grado de influencia de las variables de entrada
sobre la salida de la red. De este modo, se ha mostra-
do gue cuanto mas alto sea el indice de sensibilidad ()
de una determinada variable de entrada, mas relacion
o influencia ejercera sobre la salida de la red —estatus
de consumo o no consumo del sujeto. Intentos como
el nuestro se encuentran en los trabajos de Modai,
Saban, Stoler et al. (1995), los cuales identificaron
mediante un analisis de sensibilidad los factores de
buen prondstico ante la aplicacion de un tratamiento
en pacientes psiquiatricos. Por su parte, Kashani, Nair,

Rao et al. (1996), con un esquema similar identificaron
los factores asociados a las autoexpectativas negati-
vas en adolescentes.

Por ultimo, pensamos que los desarrollos futuros
deberian ir encaminados hacia la aplicacion de RNA en
el resto de conductas relacionadas con el uso y abuso
de sustancias —anfetaminas, cocaina, marihuana,
etc.—, con el objeto de identificar los factores que
influyen en cada una de estas conductas mediante el
uso de indices de sensibilidad robustos. Los resulta-
dos de estos desarrollos podrian facilitar informaciéon
importante a la hora de confeccionar programas de
prevenciéon de la conducta adictiva.
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